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1.
Einleitung
Die Verarbeitung von Datenströmen ist mit zwei gravierenden Problemen verbunden, die es gilt bestmöglich in den Griff zu bekommen. Zum einen kann das Volumen des Datenstroms über die Zeit enorm groß sein. Zum anderen benötigen Queries schnelle Antworten.

Bei der Datenstromverarbeitung gibt es sogenannte Ad hoc Queries, die zu einem beliebigen Zeitpunkt gestellt werden und sich möglicherweise auf ältere Daten beziehen (siehe Vortrag „Begriffs- und Problemdefinition“ von Benjamin Pröger). Um solche Anfragen bearbeiten zu können, müssen die Daten des Eingangsdatenstroms zwischengespeichert werden. Bei der Speicherung der Daten stößt man jedoch an Grenzen, da die Länge des Stroms ungewiss ist und der Plattenspeicher hierfür möglicherweise nicht ausreicht. Deshalb müssen einige Daten des Stroms ausgewählt werden, die als Zusammenfassung des gesamten Stroms gespeichert werden und diesen so gut wie möglich repräsentieren. Bei einer Anfrage wird dann mit Hilfe dieser Zusammenfassung eine approximierte Antwort geliefert.
Welche Daten zur späteren Verarbeitung benötigt werden, hängt in der Regel von der jeweiligen Anwendung ab. Im Folgenden sollen zwei Methoden beschrieben werden, mit welchen man Zusammenfassungen von Datenströmen erzeugt.
2.
Approximierte Häufigkeitszählungen über 
Datenströme
2.1
Problembeschreibung
In vielen Anwendungen ist der Benutzer lediglich an denjenigen Elementen interessiert, deren Häufigkeit einen bestimmten Grenzwert überschreitet. Es soll also eine Zusammenfassung des gesamten Eingangsdatenstroms erzeugt werden, die die am häufigsten auftretenden Elemente des Stroms enthält. Diese Zusammenfassung soll so wenig wie möglich Speicherplatz benötigen. 
Es werden zwei Algorithmen vorgestellt, die dieses Problem lösen. Beide Algorithmen erzeugen eine Datenstruktur, die die häufigsten Elemente des Eingangsstroms mit den dazugehörigen geschätzten absoluten Häufigkeiten enthält. 
Der Benutzer gibt zu Beginn zwei Parameter s und ε an, wobei s den Grenzwert der Häufigkeit spezifiziert, und ε der maximal mögliche Fehler der Approximation ist. Der Wert s wird in Prozent angegeben. Bei einer Anfrage sollen dann mindestens die Elemente ausgegeben werden, die bis zum aktuellen Zeitpunkt öfter als sn vorgekommen sind, wobei n die aktuelle Länge des gesamten Datenstroms ist. Der Grenzwert sn wächst also mit der Zeit. 

Bei der Wahl von ε und s ist darauf zu achten, dass (ε<<s) gelten muss. Bei den in den nachfolgenden Kapiteln beschriebenen Algorithmen soll die Regel (ε = 0.1 * s) angewendet werden.
Die Algorithmen sollen in der Lage sein zu einem beliebigen Zeitpunkt eine Liste der häufigsten Elemente mit den jeweiligen geschätzten Häufigkeiten auszugeben. Es werden die folgenden Forderungen an die Ausgabe der beiden Algorithmen gestellt:

1. Die Liste soll jedes Element enthalten, dessen wahre Häufigkeit mindestens den Wert sn besitzt, mit 0 < s ≤ 1. Dies bedeutet, dass auch diejenigen Elemente ausgegeben werden müssen, deren geschätzte Häufigkeiten um höchstens εn geringer als sn sind.
2. Kein Element dessen wahre Häufigkeit geringer als (s - ε) * n ist, soll ausgegeben werden.
3. Die Werte der approximierten Häufigkeiten dürfen höchstens um ε * n unter den exakten Werten der Häufigkeiten liegen.
Eine Datenstruktur wird als „ε-deficient“ bezeichnet, falls sie die genannten Kriterien erfüllt. Eine Datenstruktur, die „0- deficient“ ist, würde somit eine exakte Antwort liefern.
2.2
Anwendungsbeispiel
Bei der Verwaltung und Verarbeitung von Daten in einem Warenhaus wäre es zum Beispiel sinnvoll, eine zusammenfassende Datenstruktur der beschriebenen Art einzusetzen. In einem Warenhaus kommen allerdings nicht kontinuierlich Daten in einem Strom an, sondern es werden Updates in regelmäßigen Abständen vorgenommen, wobei es sich in der Regel um Updates handeln wird, die täglich, wöchentlich oder monatlich vorkommen. 
Ein Tupel eines Datenstroms solcher Updates besteht zum Beispiel aus Produktname, Preis, Verkaufsdatum.

Es ist offensichtlich, dass es viel zu teuer wäre, für jedes Update die komplette Datenbank zu durchlaufen. 

Es wäre denkbar, dass ein Benutzer an denjenigen Produkten interessiert ist, die in einer Periode am meisten zum Umsatz beigetragen haben. Angenommen es handelt sich um verschiedene Produkte, die alle ungefähr gleiches Preisniveau haben. Dies würde bedeuten, dass diejenigen Artikel, deren Verkaufszahlen vergleichsweise niedrig sind, vernachlässigt werden können. Es würde sich also anbieten eine Datenstruktur zu erzeugen und zu verwalten, welche diejenigen Artikel mit der jeweiligen absoluten Häufigkeit ( = Verkaufszahl) enthält, die am häufigsten in der betrachteten laufenden Periode bis zum aktuellen Zeitpunkt verkauft wurden. Hierbei ist n die Anzahl der Produkte, die insgesamt bis zum aktuellen Zeitpunkt verkauft wurden. Im Falle eines Updates muss dann lediglich diese Zusammenfassung aktualisiert werden, d.h. es kommen gegebenenfalls neue Einträge hinzu, bestehende Einträge werden eventuell gelöscht oder geändert. Ein Query auf solch eine Datenstruktur würde dann folgendermaßen aussehen:
SELECT R.Produktname, COUNT(*)
FROM R 

GROUP BY R.Produktname HAVING COUNT(*) > sn
Relation R: Strom mit Tupeln der oben beschriebenen Form.

2.3
Algorithmus Lossy Counting
2.3.1
Definitionen

Der Algorithmus Losssy Counting produziert eine Datenstruktur D mit Einträgen der Form (e, f, Δ). Hierbei repräsentiert e ein Element des Eingangsdatenstroms, 
f die geschätzte Häufigkeit dieses Elements zum aktuellen Zeitpunkt und Δ den maximalen Fehler in f.
Der Grundgedanke dieses Algorithmus besteht in der Aufteilung des Stroms in Windows gleicher Breite b mit b = 1/ε (aufgerundet). Diese Abschnitte werden mit Window-Ids (1, 2, 3, …) gekennzeichnet. Der Wert der Window-Id des aktuellen Windows wcurrent beträgt:

(1) wcurrent = n/b = εn

2.3.2
Genereller Ablauf des Algorithmus

Zu Beginn ist die Datenstruktur D leer. Wie schon erwähnt, wird der Eingangs-Datenstrom abschnittsweise bearbeitet. Für das aktuelle Window wird für jedes ankommende Element e überprüft, ob es bereits in D enthalten ist. Wenn dies der Fall ist, wird der entsprechende Wert für f um eins inkrementiert. Falls e noch nicht in D gespeichert ist, fügt man zu D einen neuen Eintrag (e, 1, wcurrent – 1) hinzu. Es werden also zunächst alle Elemente des aktuellen Windows gezählt und D entsprechend upgedated. 
Der maximale Fehler, der bis zum Zeitpunkt der Neu- Aufnahme eines Elements in f entstanden sein kann beträgt also den Wert wcurrent – 1 = εn – 1.
Die Erklärung für diesen maximalen Fehler Δ folgt in Kapitel 2.3.3. 

Sobald ein Element in D aufgenommen wird, ändert sich der maximale Fehler Δ in f nicht mehr. Es wird also ab diesem Zeitpunkt die Häufigkeit des Elements exakt gezählt. Der Fehler Δ ist im Gegensatz zu εn auf ein bestimmtes Element bezogen und bleibt nach Einfügen des Elements konstant, wohingegen der Wert εn mit jedem ankommenden Element steigt. Es gilt also immer: 

(2) Δ ≤ εn

Um Speicherplatz zu sparen werden aus D einige Elemente mit niedrigen Häufigkeiten gelöscht. Dies geschieht immer am Ende eines Windows, d.h. wenn n mod b = 0 gilt. Zum Löschen von Elementen wird folgende Regel verwendet:


(3) Löschregel: f + Δ ≤ wcurrent

Diese Eigenschaft wird für jeden Eintrag in D überprüft und dementsprechend werden Einträge aus D entfernt. 

Bei einer Anfrage gibt der Algorithmus die Elemente aus, für die gilt: 


f ≥ (s – ε)n.
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Abbildung 1: Beispiel für den generellen Ablauf von Lossy Counting

Unterschiedliche Elemente sind mit verschiedenen Farben dargestellt.
 
Für den maximalen Fehler wurde der Wert ε = 0.1 gewählt => b = 10.
 
Das linke Histogramm zeigt die Elemente, die in D gespeichert sind, mit den 
 
jeweiligen Häufigkeiten f am Ende von window 1, aber noch vor dem 
 
Löschvorgang.

 
Das rechte Histogramm zeigt den Zustand am Ende von window 2, 
 
erster Löschvorgang berücksichtigt, zweiter noch nicht.

 
Am Ende von window 1 ist nur für das grüne Element die Löschregel erfüllt: 
 
                                                      f = 1; Δ = 0; wcurrent  = 1

 
Am Ende von window 2 ist die Löschregel für das grüne und das rote 
 
Element erfüllt: 
 
                        grünes Element:    f = 1; Δ = 1; wcurrent = 2; 
 
                        rotes Element:       f = 2; Δ = 0; wcurrent = 2
2.3.3
Erfüllung der Kriterien für eine „ε-deficiente“ Ausgabe
In diesem Abschnitt soll gezeigt werden, dass der Algorithmus eine Synopsis ausgibt, die „ε-deficient“ ist, d.h. dass die drei genannten Kriterien hierfür erfüllt sind. Auf die Fehleranalyse wird hierbei näher eingegangen.
Welche Werte kann die wahre Häufigkeit ftrue in Abhängigkeit von f und Δ annehmen? Die wahre Häufigkeit muss mindestens so groß sein wie der angenäherte Wert f, da ftrue durch den Löschvorgang lediglich um Δ verringert werden kann. Der maximale Wert, den ftrue annehmen kann ist somit 


 



(ftrue)max = f + Δ. 
Es gilt also: 


   f ≤ ftrue ≤ f + Δ und mit (2) Δ ≤ εn gilt: f ≤ ftrue ≤ f + εn.
Mit der Löschregel 

 (3) f + Δ ≤ wcurrent  = εn
wird gewährleistet, dass jedes Element, dessen wahre Häufigkeit εn unterschreitet, gelöscht wird:
                    Mit 

 (3) f + Δ ≤ εn 
                    und 

    f ≤ ftrue ≤ f + Δ 
ergibt sich: 


         ftrue ≤ εn. 
Da ε << s gilt werden diese Elemente sicher nicht für die Ausgabe benötigt.
Kriterium 1: 
Nach Kriterium 1 sollen alle Elemente ausgegeben werden für die gilt: (1) ftrue ≥ sn. Wie oben gezeigt wurde gilt: (2) ftrue  ≤ f + εn. Aus (1) und (2) folgt: sn ≤ ftrue  ≤ f + εn => sn ≤ f + εn => f ≥ (s – ε)n. Wenn also Kriterium 1 erfüllt sein soll, muss der Algorithmus alle Elemente mit f ≥ (s – ε)n ausgeben. Genau diese Elemente gibt der Algorithmus auch aus.
Kriterium 2: 
Nach Kriterium 2 soll kein Element ausgegeben werden, für das gilt 
(3) ftrue < (s – ε)n. Wie oben gezeigt wurde gilt: (4) ftrue ≥ f. Mit (3) und (4) ergibt sich folgender Zusammenhang: f ≤ ftrue < (s – ε)n => f < (s – ε)n. Wenn also Kriterium 2 erfüllt sein soll darf kein Element mit f < (s – ε)n ausgegeben werden. Genau diese Elemente werden auch bei der Ausgabe nicht berücksichtigt.
Kriterium 3; Fehleranalyse: 
Nach Kriterium 3 darf der angenäherte Wert f um höchstens εn geringer sein als die wahre Häufigkeit ftrue. Bei Auftreten eines neuen Elements e in einem Window w wird zu D ein Eintrag (e, 1, Δ) mit Δ = wcurrent - 1hinzugefügt. Es muss noch erläutert werden, warum hier der maximal mögliche Fehler in f dem Wert
 wcurrent – 1 entspricht.
Ein Fehler in f entsteht ausschließlich beim Löschvorgang. Im Folgenden wird der Vorgang vom Zeitpunkt des Einfügens eines Elements bis zum Zeitpunkt des Löschens analysiert.
Am Ende eines Windows wird die Regel f ≤ wcurrent - Δ angewendet. Es werden folgende Annahmen gemacht: (1) Das Element wird im Window w zu D hinzugefügt und ist in diesem Window f mal vorgekommen. (2) Das Element wird nicht sofort wieder gelöscht sondern überlebt mehrere Windows, d.h. am Ende von Window w gilt: f > wcurrent – Δ. (3) f wird bis zum Löschvorgang nicht mehr erhöht, d.h. bis dahin taucht das Element nicht mehr auf. 
Mit den genannten Annahmen gilt, dass f und Δ bis zum Löschvorgang konstant sind. Der rechte Teil der Löschregel wcurrent - Δ wird mit wachsendem n also nur durch wcurrent verändert und zwar wächst der Wert in jedem Schritt (Window) um eins. Zu Beginn gilt: wcurrent – Δ = wcurrent – (w – 1) = 1, wegen wcurrent = w. Am Ende, wenn e gelöscht wird, gilt: wcurrent – Δ = f. 
Allgemein kann man sagen, dass es mindestens f Windows dauert bis ein Element gelöscht wird. Dies entspricht einer Verfälschung von f in einem Schritt um höchstens 1. Da es bis zum aktuellen Zeitpunkt wcurrent höchstens wcurrent -1 solcher Schritte gegeben haben kann, ist wcurrent -1 der maximale Fehler, der in f bis zum aktuellen Zeitpunkt aufgetreten sein kann. Solange ein Element in D enthalten ist, bleibt Δ unverändert. Mit wcurrent = εn gilt:
(Fehler in f) ≤ εn – 1 => (Fehler in f) ≤ εn.
Alle drei Kriterien sind unabhängig von der Reihenfolge der Ankunft der Elemente immer erfüllt.


2.4
Algorithmus Sticky Sampling

2.4.1
Definitionen

Es wird auch hier eine Datenstruktur D mit Einträgen der Form (e, f) verwaltet 
(e: Element des Eingangsstroms; f: zugehörige angenäherte Häufigkeit). Im Gegensatz zum schon beschriebenen Algorithmus wird bei Sticky Sampling nicht in jedem Eintrag der maximale Fehler abgespeichert. Der Algorithmus erfüllt zwar in der Regel die in Abschnitt 2.1 genannten Eigenschaften einer ε-deficienten Zusammenfassung, aber nur mit einer Wahrscheinlichkeit von 1- δ. Hierbei ist δ die Wahrscheinlichkeit, dass der Algorithmus fehlschlägt. Es handelt sich also bei Sticky Sampling um einen probabilistischen Algorithmus.
Es werden die drei Parameter ε, s und δ vom Benutzer spezifiziert. 

Auch bei Sticky Samping wird der Eingangsdatenstrom in Abschnitte untergliedert. Diese Abschnitte haben aber im Gegensatz zu den Windows bei Lossy Counting keine konstante Länge sondern wachsen mit zunehmendem n. Die Länge eines Abschnitts ist mit A = xi * t, (i = 1, 2,…) definiert:

t = 1/ε log (s-1 * δ-1);

x1 = x2 = 2;
für i > 2: xi = 2xi-1;

Außerdem verwendet dieser Algorithmus die Sampling-Technik mit der Samplingrate r.
2.4.2
Genereller Ablauf des Algorithmus

Am Anfang ist die Datenstruktur D leer und die Samplingrate r ist mit 1 initialisiert. 

Für jede Partition wird für jedes eintreffende Element e überprüft, ob bereits ein Eintrag für e in D abgespeichert ist. Wenn dies zutrifft wird der entsprechende Eintrag aktualisiert, andernfalls wird mit Wahrscheinlichkeit 1/r ein Eintrag (e, 1) zu D hinzugefügt. 

Der Wert für r ändert sich jedoch mit der Zeit und zwar steigt r proportional mit der Länge des Stroms. An einer Abschnittsgrenze wird die Sampligrate verdoppelt. Dies hat zur Folge, dass ein neues Element mit steigendem n mit niedrigerer Wahrscheinlichkeit abgespeichert wird. 

Die Datenstruktur wird folgendermaßen von Elementen, die selten vorkommen befreit: Am Ende eines Abschnitts wird D einmal komplett durchlaufen. Für jeden Eintrag wird eine Münze ein bis mehrere Male geworfen. Die Häufigkeit f des Eintrags wird solange um 1 dekrementiert, bis der Münzwurf erfolgreich ist. Dann wird die Münze für das nächste Element in D geworfen .Falls bei diesem Vorgang f gleich null wird, wird der zugehörige Eintrag gelöscht. 

Bei einer Anfrage gibt der Algorithmus diejenigen Elemente aus, für die gilt: 

f ≥ (s – ε)n.
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Abbildung 2: Beispiel für Sticky Sampling
Mit rot sind die Elemente gekennzeichnet, die als neue Einträge in D  übernommen werden.

Es wurde t = 6 gewählt.
Im ersten Abschnitt werden alle Elemente übernommen, da r = 1 ist.

2.4.3
Genauigkeit der Approximation

Die Genauigkeit der Approximation hängt vom Wert t ab und damit von den Parametern ε, s und δ. Je größer t ist, desto seltener erfolgt der Vorgang des Münzwurfs und desto seltener werden Elemente aus D gelöscht, d.h. desto kleiner sind die Fehler in den geschätzten Werten für die Häufigkeit. Der Benutzer muss also die Parameter ε, s und δ möglichst klein wählen, um eine genaue Approximation zu erhalten.
Ein Fehler bei der Häufigkeitszählung eines Elements entsteht beim Münzwurf durch eine Folge unerfolgreicher Münzwürfe. Die Länge dieser Folge entspricht einer geometrischen Verteilung. 
2.5
Speicherplatzbedarf 

Für beide Algorithmen ist es offensichtlich, dass der Speicherplatzbedarf mit abnehmendem ε und s wächst. Für einen kleineren ε-Wert soll natürlich die Approximation genauer werden und deshalb dürfen nicht so viele Elemente gelöscht werden. Bei Lossy Counting ist die Breite eines Windows umso größer, je kleiner ε ist und damit kommt der Löschvorgang seltener zum Zug. Bei Sticky Sampling wird seltener gelöscht, wenn t größer ist. Auch dies ist für kleine ε-Werte der Fall.

Lossy Counting benötigt im schlechtesten Fall höchstens 1/ε * log(εn) Einträge, wohingegen Sticky Sampling im schlechtesten Fall höchstens 2/ε * log(1/(s * δ)) = 2t Einträge benötigt. Wenn man also die ungünstigste Verteilung der Elemente für Lossy Counting betrachtet, wächst der Speicherplatzbedarf logarithmisch mit n. Für Sticky Sampling hingegen ist im schlechtesten Fall der Speicherplatzbedarf unabhängig von der Länge des Stroms, die Anzahl der Einträge wäre hier also konstant.
Welches ist die jeweils schlechteste Verteilung? Für Sticky Sampling ist dies, wie man leicht sieht, ein Strom mit lauter unterschiedlichen Elementen. Der Algorithmus tendiert nämlich dazu einzelne Elemente zu speichern. Dies hängt damit zusammen, dass ein Element mit f = 1 nur mit einer Wahrscheinlichkeit von ½ gelöscht wird. Für Lossy Counting ist es sehr ungünstig, wenn ein Element mit niedriger Häufigkeit nur in einem relativ kleinen Teilbereich des gesamten Stroms auftritt, da es dann möglicherweise nur in einem Window vorhanden ist und die Löschregel für dieses Window unter Umständen nicht erfüllt ist. Der schlechteste Fall für Lossy Counting ist in der Praxis sehr unwahrscheinlich.
Man hat für die beiden Algorithmen das Speicherplatzverhalten für zwei spezielle Ströme unersucht und verglichen. Der eine Strom enthält keine Duplikate, bei dem anderen waren die Elemente nach den Eigenschaften der Zipf- Verteilung verteilt.
Bei der Zipf-Verteilung kommen die Elemente zu Beginn mit hoher Wahrscheinlichkeit vor. Diese Wahrscheinlichkeit sinkt mit wachsendem n. Dennoch kann es vorkommen, dass einige Elemente oft erscheinen und andere hingegen kaum.
Im Folgenden wird das Verhalten der beiden Algorithmen in Bezug auf die Anzahl der Einträge für die beiden Ströme aufgezeigt. Die Anzahl der Einträge wird als Funktion in Abhängigkeit von n untersucht (siehe Abbildung 3):
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Abbildung 3: Speicherplatzbedarf in Abhängigkeit von der Länge des Datenstroms

Uniq: Abkürzung steht für einen Strom, der keine Duplikate enthält.
Zipf: Abkürzung steht für eine Verteilung mit Erscheinungs-   Wahrscheinlichkeiten, die Zipf`s Law befolgen.

Das untere Koordinatensystem stellt einen schlecht erkennbaren Teil der oberen Abbildung vergrößert dar (für n є [0;104]).
Wahrscheinlichkeit, mit der Sticky Sampling fehlschlägt: δ = 10-4
1. 
Lossy Counting; Strom ohne Duplikate:
Da jedes Element nur einmal vorkommt, ist an einer Window-Grenze die Löschregel für alle Elemente erfüllt: Die maximale Anzahl der benötigten Einträge ist gleich der Breite eines Windows und damit gleich 1/ε. In Abhängigkeit von n entsteht eine periodische Funktion. Zu Beginn einer Periode ist die Anzahl der Einträge gleich null und steigt mit wachsendem n bis zum Wert 1/ε. Am Ende der Periode fällt die Anzahl der Zähler wieder auf den Wert null zurück.
2. 
Sticky Sampling; Strom ohne Duplikate: 
Die ersten 2t Elemente werden zunächst komplett in D übernommen, da zu Beginn r = 1 ist. Danach wird beim Münzwurfvorgang wieder die Hälfte der Elemente aus D entfernt: Für jedes Element e wird einmal die Münze geworfen. Ist der Münzwurf erfolgreich, bleibt e unverändert. Andernfalls wird f auf den Wert null gesetzt und damit der Eintrag für e gelöscht. Nach dem Löschvorgang sind demnach noch t Elemente in D gespeichert. Die nächsten 2t Elemente werden mit Wahrscheinlichkeit ½ übernommen, d.h. die Anzahl der Einträge wird wieder um t Elemente erhöht.
Da nach den ersten 4t Elementen jeder Abschnitt A = x*t um den Faktor 2 wächst und die Sampling-Rate r dementsprechend um den Faktor 2 wächst, gilt: x = r => A * 1/r = t. D wird also in jedem Abschnitt um t Elemente erweitert. Am Ende eines Abschnitts wird die Hälfte der Elemente gelöscht.

Hieraus wird ersichtlich, dass mit wachsendem n die Funktionswerte für die Anzahl der Einträge zwischen den Werten t und 2t pendeln.
In der Abbildung 3 entsprechen die abfallenden Flanken den Löschvorgängen. In der Abbildung entsteht der Anschein, dass die Abschnitte gleiche Länge haben und damit die Funktion periodisch ist. Dies ist jedoch falsch, da auf der x Achse die Länge des Stroms als Funktion log10 n dargestellt ist. Tatsächlich werden die Abschnitte mit der Zeit größer!

3. 
Lossy Counting; Zipf-Verteilung:

Diese Kurve liegt natürlich deutlich unter der Kurve für einen Strom ohne Duplikate, da nicht so viele unterschiedliche Elemente vorkommen. Die Kurve steigt zunächst leicht an. Minimaler und maximaler Wert für den Speicherplatz-Bedarf pendeln sich auf vergleichsweise niedrige Werte ein. Diejenigen Elemente, die nur sehr selten vorkommen, werden relativ schnell aus D gelöscht. Nur Elemente mit großer Häufigkeit überleben. 
4. 
Sticky Sampling; Zipf-Verteilung:

Diese Kurve verläuft wie bei Lossy Counting deutlich unter der Kurve für einen Strom ohne Duplikate. Im Gegensatz zu Lossy Counting mit Zipf- Verteilung steigt beim Algorithmus Sticky Sampling mit Zipf- Verteilung die Anzahl der Einträge mit der Länge n des Stroms. Der Grund hierfür besteht darin, dass bei der Zipf-Verteilung mit wachsendem n die Häufigkeit der Elemente allgemein abnimmt. Deshalb ist auch der Anteil der Elemente die schon in D gespeichert sind von einem Abschnitt geringer und es werden mehr neue Elemente aufgenommen. Der Zuwachs von Abschnitt zu Abschnitt ist allerdings nur sehr gering, da die Samplingrate mit zunehmendem n wächst und somit neue Elemente mit geringerer Wahrscheinlichkeit aufgenommen werden.
Schlussfolgerung: 
Beim Vergleich der beiden Algorithmen ist auffallend, dass der Algorithmus Lossy Counting für beide aufgezeigten Ströme wesentlich weniger Einträge benötigt als Sticky Sampling. In der Praxis funktioniert also Lossy Counting besser als Sticky Sampling. Bei Lossy Counting werden Elemente mit niedriger Häufigkeit schnell entfernt, wohingegen Sticky Sampling dazu tendiert solche Elemente zu speichern.
3.
Quantile-Summaries
3.1
Begriffs- und Problemdefinition
3.1.1
Quantile-Query
Gegeben sei zunächst eine statische Eingabesequenz der Länge n. Ein Quantile-Query fragt nach einem Element der Eingabesequenz mit einer bestimmten Eigenschaft. Zum Beispiel könnte solch ein Query das drittkleinste Element der Folge verlangen. Um solch eine Anfrage beantworten zu können, wird die Eingabesequenz zunächst sortiert und anschließend werden die Elemente durchnummeriert: Jedem Element der sortierten Folge wird ein Rank r entsprechend der Position des Elements zugeordnet. Bei einer Anfrage nach dem drittkleinsten Element aus einer ansteigenden Folge wird dann einfach das Element mit Rank 3 ausgegeben.
Ein Φ- Quantile ist ein Element der Eingabesequenz mit Eigenschaft:


Φ * n = Rank
Φ wird in Prozent angegeben.
Beispiel:
Eingabesequenz:
13, 2, 12, 5, 6, 17, 1, 13, 4, 10, 12, 3, 8, 11, 15, 4;
n = 16

	Sortiert:
	1
	2
	3
	4
	4
	5
	6
	8
	10
	11
	12
	12
	13
	13
	15
	17

	Rank:
	1
	2
	3
	4
	5
	6
	7
	8
	9
	10
	11
	12
	13
	14
	15
	16


25%-Quantile: Rank = 25% * 16 = 4 => Ausgabe: 4
75%-Quantile: Rank = 75% * 16 = 12 => Ausgabe: 12
3.1.2
Quantile- Summary

Wenn man nun an solchen Quantiles für Datenströme interessiert ist, ergibt sich das Problem, dass man nicht die komplette Sequenz abspeichern kann. Man löst dieses Problem, indem man sogenannte Quantile- Summaries erzeugt und verwaltet, um dann zu einem beliebeigen Zeitpunkt angenäherte Antworten auf Quantile- Queries geben zu können.
Ein Quantile- Summary ist also eine Zusammenfassung des gesamten Eingangsdatenstroms, die eine geringe Anzahl von Elementen der Eingabesequenz in sortierter Reihenfolge enthält.
Beispiel:

Eingabesequenz wie oben;

Quantile- Summary:

	Summary:
	1
	4
	6
	11
	13
	17

	Rank:
	1
	4
	7
	10
	13
	16


25%-Quantile: Rank 25% * 16 = 4 => Ausgabe: 4
75%-Quantile: Rank 75% * 16 = 12 => kein Quantile mit Rank 12 im Summary vorhanden => Quantile mit Rank 13 wird ausgegeben => Ausgabe: 13
3.1.3
ε- approximimiert
Falls man mit Hilfe eines Quantile- Summaries, jedes beliebige Quantile- Query mit einer Genauigkeit von εn beantworten kann, spricht man von einem ε- approximierten Quantile- Summary. Anders ausgedrückt: Für jedes gesuchte Quantile mit Rank r wird ein Quantile mit Rank r' ausgegeben, wobei folgende Bedingung erfüllt sein muss: 

r' є [r – εn, r + εn]
3.2
Algorithmus zur Erzeugung eines Quantile- Summaries
3.2.1
Eigenschaften des Algorithmus

In diesem Abschnitt wird ein Algorithmus beschrieben, der Quantile-
Zusammenfassungen erzeugt, und der die folgenden Bedingungen erfüllt:

1. Der Algorithmus erzeugt ausschließlich ε-approximierte Summary- Datenstrukturen.


2. Der Algorithmus ist unabhängig von den Eingabe-Daten: 
· Die Garantien des Algorithmus sind immer gewährleistet, unabhängig von der Reihenfolge der ankommenden Daten. 

· Es werden keine Vorkenntnisse bezüglich der Länge des Datenstroms benötigt.

3. Der Algorithmus benötigt so wenig wie möglich Speicherplatz.

3.2.2
Die Summary- Datenstruktur S(n)
In der Datenstruktur S(n) wird eine Untermenge des bereits gesehenen Eingangsdatenstroms in sortierter Reihenfolge abgespeichert. S(n) ist also eine Folge t0, t1, …, ts-1 von geordneten Tupeln. Das kleinste und das größte Element der bereits gesehenen Datenmenge sollen zu jedem Zeitpunk in der Datenstruktur S(n) enthalten sein, d.h. die Tupel t0 und ts-1 beziehen sich immer auf das kleinste bzw. größte Element des Stroms.
Da für einzelne Elemente oft nicht der exakte Wert für den zugehörigen Rank bekannt ist, wird nicht ein einziger angenäherter Wert für den Rank r übernommen, sondern das maximal mögliche Intervall, in dem sich der Rank befinden kann. Die Einträge der Datenstruktur beinhalten also Hinweise auf den minimal und maximal möglichen Rank des jeweiligen Elements. Diese Grenzwerte werden mit rmin(v) und rmax(v) bezeichnet. 
Ein Element des Eingangsdatenstroms wird durch ein Tupel ti der Form (vi, gi, Δi) repräsentiert mit folgenden Bedeutungen:
· vi = Element des Datenstroms 

· gi = rmin (vi) - rmin (vi-1)

· Δi = rmax(vi) - rmin (vi);
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Abbildung 4: Ausschnitt aus der Datenstruktur S(n) mit einem Element vi und dessen Vorgänger vi-1.
Diese Darstellung eines Elements vi impliziert rmin (vi) und rmax(vi) folgendermaßen:

rmin (vi) = Σj≤i gi ;
rmax(vi) = rmin (vi) + Δi = Σj≤i gi + Δi ;
Die maximale Anzahl von möglichen Observationen, die zwischen vi-1 und vi vorgekommen sein kann, wird durch den Term gi + Δi -1 ausgedrückt. Dieser Term entspricht nämlich, wie man der Abbildung 4 entnehmen kann, genau dem Abstand zwischen rmax (vi) und dem minimal möglichen Rank des Vorgängers von vi.
Die Gesamtzahl der Observationen, die bis zum aktuellen Zeitpunkt gesehen wurden ergibt sich aus: Σi gi = n.

3.2.3
Löschvorgang unter Berücksichtigung der Genauigkeit der Approximation
Da man an einer Datenstruktur interessiert ist, die Quantiles mit einer Genauigkeit von εn identifizieren kann, muss sichergestellt werden, dass für jedes gesuchte 
Φ- Quantile und dessen Antwort- Tupel (vi, gi, Δi) gilt:


Φn - εn ≤ r min (v i) und

 r max (v i) ≤ Φn + εn;

Satz 1: Gegeben sei ein Summary S(n) der beschriebenen Form. Dann kann man mit Hilfe von S(n) jedes Quantile- Query innerhalb eines Fehlers von 
(maxi (gi + Δi)) / 2 beantworten. Hierbei stellt maxi (gi + Δi) den maximalen Wert von (gi + Δi) aller Einträge aus S(n) dar.

Für den Beweis dieses Satzes verweise ich auf das Papier „Space-Efficient Online Computation of Quantile Summaries“ (siehe Literaturliste).

Vorausgesetzt Satz 1 ist wahr. Nun muss lediglich gewährleistet werden, dass für jeden Eintrag ti aus S(n) die Bedingung (maxi (gi + Δi)) / 2 ≤ εn, bzw. 
(maxi (gi + Δi)) ≤ 2εn erfüllt ist, um eine Genauigkeit von εn zu bekommen.
Dies muss im Algorithmus berücksichtigt werden, wenn es darum geht die Einträge in S(n) zu reduzieren, um so wenig wie möglich Speicherplatz zu belegen. Die Reduktion der Einträge erfolgt in einer Zusammenfassung mehrerer Einträge zu einem einzigen Eintrag nach bestimmten Regeln. Hierbei, wird zum Beispiel ein Tupel ti-1 zu einem anderen Tupel ti hinzugefügt, indem ti-1 gelöscht wird und dann vom Tupel ti repräsentiert wird. Ein Tupel, das gelöscht werden soll, wird in der Regel von seinem Nachfolger aufgenommen. 
Nach Löschvorgang eines Tupels ti-1 ist der neue Vorgänger vom Tupel ti das Tupel ti-2. Die Tupel (vi-1, gi-1, Δi-1) und (vi, gi, Δi) werden dann durch ein neues Tupel (vi, gi-1 + gi, Δi) ersetzt. Die Länge s der Datenstruktur S(n) wird um eins verringert. Nach dem Löschvorgang eines Tupels ti-1 muss die Bedingung 
gi-1 + gi + Δi ≤ 2εn stets erfüllt sein.
Definition: Volles Tupel:

Ein Tupel ti ist voll, falls gilt: gi + Δi = 2εn. Es ist darauf zu achten, dass Δi für ein Element konstant ist. Lediglich gi kann sich durch das Entfernen eines Elements aus S(n) verändern. Ein volles Tupel kann demnach keine weiteren Tupel mehr aufnehmen, da sonst die Genauigkeit von εn der Approximation nicht mehr garantiert wäre.
Definition: Kapazität eines Tupels:
Die Kapazität eines Tupels ti ist die maximale Anzahl von Observationen, die von ti, aufgenommen werden können, bis das Tupel voll ist. Somit können Tupel mit kleinem Δ- Wert mehr zusätzliche Tupel aufnehmen, als Tupel mit großem Δ- Wert.
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 Abbildung 5: 
Beispiel zur Erklärung des Löschvorgangs eines Tupels und Aufnahme 



durch den Nachfolger

Das Tupel ti-1 kann vom Tupel ti aufgenommen werden:



Beim Löschvorgang des Tupels ti-1 werden die Tupel ti-1 und ti durch ein

neues Tupel (vi, gi neu = gi-1 + gi, Δi) ersetzt. 



Nach Löschen von ti-1 gilt: g i neu + Δi ≤ 2εn.

3.2.4
Genereller Ablauf des Algorithmus

Für jede ankommende Observation wird zunächst ein entsprechendes Tupel zu S(n) hinzugefügt. Um Speicherplatz zu sparen werden dann in regelmäßigen Abständen Tupel aus S(n) wieder entfernt, indem diese Tupel von benachbarten Tupeln aufgenommen werden. Das Löschen von Tupeln erfolgt nach der Regel: Erhalte Tupel mit hoher Kapazität und lösche Tupel mit geringer Kapazität. Tupel mit großem Δ werden also eher gelöscht als Tupel mit kleinem Δ.
3.2.5
Operationen 
In diesem Abschnitt werden die verschiedenen externen und internen Operationen, die auf die Summary- Datenstruktur angewendet werden, beschrieben.

Externe Operationen:

QUANTILE(Φ) : 


Diese Operation gibt ein approximiertes Quantile für das gesuchte Φ- 


Quantile aus S(n) aus. Es wird zunächst der Rank r = Φn des gesuchten 

Quantiles berechnet. Danach wird ein Index i gesucht, so dass r - εn ≤ rmin 

(vi) und rmax (vi) ≤ r + εn gilt. Das Tupel ti wird ausgegeben.
INSERT(v) :

Diese Operation fügt ein Tupel für ein ankommendes Element v an der 


richtigen Stelle in S(n) ein. Es wird der kleinste Index i gesucht, so dass 
gilt: vi-1 ≤ v < vi. Der minimal mögliche Rank rmin(v) ist um eins größer als   
rmin(vi-1) und damit gilt g(v) = 1. Weiter kann der Rank von v maximal so 
groß sein wie r max(vi). Da gi + Δi = r max(vi) - rmin(vi-1) ≤ 2εn, gilt r max(v) ≤ 

rmin(vi-1) + 2εn. Deshalb wird für Δ(v) der Wert 2εn angenommen. Es wird 
also ein entsprechendes Tupel (v, 1, 2εn) zwischen ti-1 und ti eingefügt. Die 
Werte für rmin und rmax aller Nachfolger von v werden um eins erhöht. Die 
Länge s von S(n) wird ebenfalls um eins inkrementiert. 
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Abbildung 6: 
Beispiel für das Einfügen eines Elements v zwischen zwei Elementen vi-1 

und vi
Interne Operationen:
DELETE(vi): 

Die Operation DELETE(vi) löscht ein Element vi aus S(n). Dabei werden, 
wie schon in Kapitel 3.2.3 erläutert wurde, die Tupel (vi, gi, Δi) und (vi+1, 
gi+1, Δi+1) durch ein Tupel (vi+1, gi + gi+1, Δi+1) ersetzt. Der Wert s wird um 

eins dekrementiert. 

COMPRESS( ):


Diese Operation durchläuft eine Schleife von i = s-2 bis i = 0. Für jedes 
Tupel ti wird überprüft, ob es von seinem Nachfolger- Tupel ti+1 
aufgenommen werden kann. Dies ist der Fall, wenn zum einen die 
Kapazität von ti+1 größer ist als die von ti und wenn zum anderen die 
Bedingung gi + gi+1 + Δi+1 ≤ 2εn erfüllt ist. Falls das Tupel ti von ti+1 
aufgenommen werden kann, wird DELETE(vi) aufgerufen.
Die Operation COMPRESS( ) wurde etwas vereinfacht dargestellt. 

COMPRESS( ) wird in konstanten Zeitabständen vom Algorithmus aufgerufen.
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